Maquinas de Aprendizaje Multi-Tarea
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Resumen. La mayoria de mdquinas de aprendizaje automdtico resuelven problemas con una sola tarea
aislada, obviando las ventajas y el funcionamiento real del aprendizaje humano. Este frecuentemente
implica la resolucion simultdnea de distintas tareas; en particular, el aprendizaje de una tarea se
ve mejorado y completado por el aprendizaje comin con otras tareas relacionadas con la primera.
Este articulo introduce los conceptos fundamentales del Aprendizaje Multi-Tarea (MTL, Multi-Task
Learning) y presenta distintas arquitecturas neuronales para MTL. Los resultados obtenidos en un
problema de clasificacion de patrones muestran las ventajas de emplear mdquinas MTL.

1. Introduccion

El objetivo del aprendizaje automadtico es conseguir
que una mdaquina (sistema computacional) sea capaz
de utilizar datos o experiencias pasadas para resolver
un problema que se le plantee. La méaquina puede
realizar automdticamente un aprendizaje que le
permita solucionar problemas que requieren ciertas
habilidades mds alld de la mera capacidad de calculo.
Hoy en dia existen numerosas aplicaciones reales del
aprendizaje automadtico, incluyendo reconocimiento
biométrico para identificacion de personas, prediccion
de indices bursétiles, diagnosis médica, etc.

Por contra, la mayor parte de estas aplicaciones son
resueltas mediante el aprendizaje de una unica tarea.
Este aprendizaje (conocido como STL, Single Task
Learning), obvia las ventajas y el funcionamiento
real del aprendizaje humano. En éste, el aprendizaje
de una tarea se ve mejorado y completado por
el aprendizaje comun con otras tareas relacionadas
con la primera. Recientemente, muchos trabajos han
aplicado estas ventajas al aprendizaje maquina [1]-[3].
Para ello durante el aprendizaje de una tarea principal
se afiaden tareas extra relacionadas con aquella. Este
tipo de aprendizaje se conoce como Aprendizaje
Multi-Tarea (MTL, Multitask Learning) [1].

El resto del articulo se estructura de la siguiente
forma: en la Seccién 2, se introducen los conceptos
basicos y arquitecturas de las mdaquinas MTL. La
Seccién 3 muestra los resultados obtenidos en un
problema de clasificacion. Finalmente, se exponen las
conclusiones principales.

2. Aprendizaje Multi-Tarea

Considérese una mdquina STL tipo perceptron
multicapa (MLP, Multi-Layer Perceptron [4]) que
consta de una capa oculta de neuronas completamente
interconectadas y una salida asociada a una
determinada tarea A (tarea principal) que se desea
aprender (ver Fig. 1(a)). Esta mdquina puede ser

entrenada (i.e., fase de aprendizaje) para resolver la
tarea principal, a partir de un conjunto de vectores de
entrada (patrones) asociados a dicha tarea [4].
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Fig. 1. Esquemas neuronales estindar para STL (a) y MTL (b).

Como se ha comentado anteriormente, es posible
mejorar la capacidad de generalizaciéon de una
miquina para aprender una determinada tarea
(tarea principal) mediante el aprendizaje simultaneo
con distintas tareas relacionadas (tareas extra o
secundarias) [1], [2]. En una primera aproximacion,
un MLP multi-tarea se implementa afiadiendo una
salida extra para aprender una tarea secundaria B,
junto con la principal, compartiendo todas las tareas
una capa comun de neuronas (ver Fig. 1(b)). El hecho
de que un conjunto de neuronas estén conectadas a
las salidas asociadas a las distintas tareas permite
que lo que se aprenda en una salida contribuya al
aprendizaje del resto, mejorando asi la capacidad de
generalizacion del MLP. Esta es la idea base del
MTL: compartir la informacién aprendida mientras
las tareas se aprenden en paralelo.

2.1. Subredes Privadas y Entradas Extra

Es posible mejorar el rendimiento y las prestaciones
del MTL wusando arquitecturas neuronales mas
complicadas que el esquema estandar MTL [3]. Para
ello, se anade una subred especifica o privada que
aprende Unicamente la tarea principal (Fig. 2(a)).
Esta arquitectura presenta dos subredes: una subred
privada empleada s6lamente por la tarea principal, y
una subred comiin compartida por la tarea principal y
las tareas secundarias. Este esquema es asimétrico ya



que la tarea principal afecta al aprendizaje de la tarea
extra mediante la subred comin; por el contrario,
la tarea extra no puede afectar a la subred privada
reservada para la tarea principal.
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Fig. 2. Arquitecturas neuronales MTL con una subred privada.

Usando entradas extra es posible aumentar las
prestaciones del MTL. Para ello, las salidas deseadas
de la tarea B, junto con los vectores de entrada,
se usan como entradas de la subred privada para
aprender la tarea A (ver Fig. 2(b)). De esta forma, se
aflade informacién relacionada con la tarea principal
en la subred privada, mejorando asi el aprendizaje
de la tarea principal. En el modo operacion [4], es
necesario usar el concepto de consistencia [3].

Tarea A Tarea B
(Principal) (Secundaria)

Subred

Comdn *= Subred

Privada B

Subred
Privada A

Entrada Extra C Entrada Extra

(Tarea B) Vector de Entrada (Tarea A)

Fig. 3. Arquitectura neuronal MTL completa.

Finalmente, presentamos una ultima méaquina MTL
que emplea los conceptos de subredes privadas y
entradas extra (ver Fig. 3). Esta arquitectura tiene
una subred comin que aprende todas las tareas, una
subred privada para la tarea principal y otra subred
privada asociada a la tarea extra. Ademads hace uso de
entradas extra en cada subred privada. Esta maquina
proporciona mejores resultados frente al resto de
esquemas MTL propuestos anteriormente como se
demuestra en la siguiente seccién.

3. Resultados Obtenidos

Esta seccién muestra los resultados obtenidos por
las distintas arquitecturas presentadas para resolver el
problema de clasificacion de Monk [5]. Cada vector
de entrada consta de seis caracteristicas, i.e., X =
[21, ..., 2], que estdn codificadas con valores enteros
entre 1 y 4. El problema Monk consta de tres tareas,
de las cuales en este trabajo consideraremos dos de
ellas. En la tarea A (principal), se pretende identificar
patrones con (z; = 22)V (25 = 1), mientras que en la
tarea B (secundaria) se pretende identificar aquellos
patrones donde al menos dos de sus seis atributos
tomen el valor codificado como 1. El objetivo es
mejorar el aprendizaje de la tarea principal usando
esquemas MTL, por lo que se presentan unicamente

resultados relativos a dicha tarea, y no a la tarea
secundaria. La Figura 4 muestra la evolucién de la
probabilidad de acierto para la tarea A en el conjunto
de test a medida que avanza el entrenamiento. Cada
curva es el promedio de 25 simulaciones. Podemos
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Fig. 4. Porcentaje de acierto para la tarea principal A (test).

observar como en el problema Monk, el esquema
MTL estindar no proporciona mejores resultados
que una solucion STL. Pero por otro lado, se
muestra el beneficio obtenido, tanto en términos
de probabilidad de acierto como en términos de
velocidad de convergencia, al afiadir las subredes
privadas y entradas extra al esquema MTL.

4. Conclusiones

Las mdiquinas MTL permiten entrenar una tarea
principal junto con un conjunto de tareas extra
relacionadas con la primera. Usando subredes
privadas para cada tarea, y ademds entradas extra,
las prestaciones del esquema estindar MTL son
claramente mejoradas. Los resultados en un conocido
problema de decisién son muestra de cémo el uso de
maquinas MTL mejora la capacidad de generalizacién
y la velocidad de convergencia de la tarea principal.
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