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Resumen. Un diagnostico precoz de la aterosclerosis junto con el seguimiento y tratamiento de esta
patologia resultan cruciales en la evaluacion del riesgo cardiovascular y la prevencion de
enfermedades mds graves, como infartos o apoplejias. El grosor intima-media de la arteria cardtida
comun es un indicador precoz de la aterosclerosis. La técnica de diagndstico utilizada para evaluar el
grosor intima-media carotideo es el ultrasonido, mediante ecografias de alta resolucion en modo-B.
Es comun medir este parametro de forma manual, con lo que se le asocia el error propio de la
subjetividad del observador. En este trabajo proponemos, como ayuda al diagndstico precoz de la
aterosclerosis, un método de segmentacion de imagen completamente automdtico basado en técnicas
de Aprendizaje Mdquina para la evaluacion del grosor-intima media de la arteria cardtida comun.

1. Introduccion

Segtn las estadisticas de la Organizacion Mundial
de la Salud [1], las enfermedades cardiovasculares
representan la principal causa de muerte y
discapacidad en el mundo. Este término engloba a las
enfermedades cardiacas, accidentes cerebrovasculares
y enfermedades de los vasos sanguineos.

La patologia subyacente comun a este grupo de
enfermedades es la aterosclerosis. Se trata de un
proceso degenerativo cronico, muy frecuente entre
la poblacion adulta, que afecta principalmente a las
arterias de mediano y gran calibre. La aterosclerosis
se caracteriza por la acumulacion de colesterol y
materia grasa en la capa mas interna de las paredes
arteriales. Estos depositos (placas de ateroma)
provocan el engrosamiento y endurecimiento de los
vasos sanguineos afectados.

El proceso aterosclerdtico se inicia en la nifiez,
siendo su largo periodo de induccion lo que hace que
resulte idoneo para el estudio de la enfermedad
subclinica con fines preventivos. En este sentido, el
grosor intima-media (GIM) de la arteria cardtida
comiin (ACC) se considera un marcador precoz y
fiable de la aterosclerosis e indicador del riesgo
cardiovascular [2].

El GIM se mide mediante ecografias de alta
resolucion en modo-B de la ACC, una técnica no
invasiva y relativamente barata. La Fig. 1 muestra
una vista longitudinal de la ACC en una imagen de
ultrasonido. En la pared posterior (distal) del vaso,
se puede observar el patrdn caracteristico brillante-
oscuro-brillante  correspondiente a las capas
intima-media-adventicia de la pared arterial. E1 GIM
es la distancia entre la interfaz lumen-intima (LI) y la
interfaz media-adventicia (MA).
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En nuestro caso, nos centramos en el protocolo de
medida usado por el Dpto. de Radiologia del Hospital
Universitario Virgen de la Arrixaca [3], de acuerdo
con el cual, el GIM debe ser evaluado en la pared
posterior del vaso, en una seccion de 1 cm a partir de
la bifurcacion carotidea. El especialista mide el GIM
de forma manual, marcando pares de puntos sobre la
imagen y tomando el mayor valor de tres medidas.

Con el proposito de hacer mas eficiente y rapido el
proceso de evaluacion del GIM y de reducir la
subjetividad de la medida manual, se han propuesto
diferentes técnicas de procesado de imagen. Ademas,
mediante algoritmos de segmentacion de imagen es
posible analizar el GIM en toda la imagen, no sélo
en unos pocos puntos, permitiendo la extraccion de
estadisticos de interés para los facultativos.

En las ultimas dos décadas, se han publicado
numerosas soluciones para la segmentacion de las
paredes carotideas en imagenes de ultrasonidos. Una
revision bastante completa del estado del arte se
puede encontrar en [4]. La mayoria de los métodos
requieren la intervencion del usuario para inicializar
el algoritmo o validar los resultados.

En este trabajo, proponemos una técnica de
segmentaciéon completamente automdtica basada
en técnicas de Aprendizaje Madaquina aplicada a
imagenes ecograficas de la ACC. Més concretamente,
planteamos el uso de redes neuronales artificiales
(RNA) para reconocer los patrones de intensidad
caracteristicos y realizar una clasificacion de los
pixeles de la imagen. De esta forma, se detectan las
interfaces LI y MA, sobre las que se evalta el GIM.
El cardcter automatico de la medida mejora la
reproducibilidad de la misma y evita la variabilidad
entre observadores propia de la medicion manual.



Tis0.3 MI1.2

H.G.U. LA ARRIXACA L9-3/Vasc. cardt.

Pared proximal

LUMEN

Pared distal

Fig. 1. Vista longitudinal de la ACC en una imagen ecografica y
definicion del grosor intima-media.

2. Metodologia

La Fig. 2 muestra un diagrama del método
automatico propuesto en este articulo para la
evaluacion del GIM carotideo. Como se puede ver,
consta de tres etapas: (i) pre-procesado de la imagen
para detectar la region de interés (ROI); (ii)
segmentacion de la pared posterior de la cardtida
mediante técnicas de Aprendizaje Maquina; (iii) post-
procesado para el depurado de los resultados de
clasificacion 'y extraccion de los contornos
correspondientes a las interfaces LI y MA para
proceder a la evaluacion del GIM.

A continuacion, se describen con mas detalle cada
una de estas etapas.

2.1. Pre-procesado

Esta etapa inicial, previa a la segmentacion, tiene
como objetivo la localizacion de la ROI y el recorte
automatico de la imagen. Con este propdsito, se lleva
a cabo la deteccion automatica del lumen. En las
imagenes de ultrasonido de la ACC (véase la Fig. 1),
el lumen se corresponde con un 4rea oscura
delimitada por las paredes arteriales. La pared
posterior (distal), donde se mide el GIM, se localiza
bajo el lumen y constituye nuestra ROI.

El primer paso consiste en construir una mascara
binaria como la de la Fig. 3 aplicando técnicas de
Morfologia Matematica [5]. El area negra de mayor
tamaflo identifica al lumen de la ACC en la imagen.

Una vez localizado el lumen, nos centramos en su
limite inferior y realizamos una aproximacién lineal
de éste. Para evitar errores cuando la arteria presente
cierta curvatura, esta aproximacion se realiza a
tramos. Las pendientes de las rectas proporcionan una
estimacion de la orientacion de la pared posterior de
la carotida. A continuacion, se establecen los limites
de la ROI. Concretamente, 0.6 mm por encima del
punto mas alto de la pared y 1.5 mm por debajo
del punto mas bajo. De esta forma, el tamafio de la
ROI estara relacionado con la apariencia de la arteria
(inclinacion y curvatura) en la imagen.

125

Ecografia ACC

Pre-procesado [

Pared distal

——= Beeccion de fa ROY

Segmentacion |&——— (fasificacion con RNA

. . /
Pixeles etiquetad m/‘/

CGEM

| Post-procesado

Beperado y extraceion de confornos

Fig. 2. Diagrama del método de segmentacion propuesto.

Fig. 3. Etapa de pre-procesado: Mascara binaria calculada para la
ecografia de la Fig. 1 y ROI seleccionada.

2.2. Segmentacion

La segmentacion es una tarea fundamental y una de
las mas complicadas del procesado de imagen. Su
cometido es dividir una imagen en las regiones
u objetos que la constituyen. En nuestro caso, la
segmentaciéon se plantea como un problema de
reconocimiento de patrones. Los contornos del GIM
en una ecografia de la ACC son extraidos
clasificando sus pixeles con redes neuronales
artificiales (RNA). En concreto, utilizamos Single-
Layer Feed-Forward Networks (SLFN) disefiadas y
entrenadas mediante el algoritmo  Optimally
Pruned-Extreme Learning Machine (OP-ELM) [6].

Las redes toman como unica informacién de entrada
los valores de intensidad de un determinado
vecindario del pixel a clasificar. En este caso, hemos
considerado un vecindario en cruz orientado segun la
aproximacion de la pared carotidea obtenida en la
etapa previa. Por tanto, se lleva a cabo un doble
proceso de enventanado, en el que una ventana
perpendicular a la pared arterial (31 pixeles) y
otra paralela (11 pixeles), ambas centradas en el pixel
a clasificar, se desplazan pixel a pixel sobre la ROI.



La SLFN debe reconocer los pixeles pertenecientes a
la interfaz LI (clase ‘00”) y los pixeles de la interfaz
MA (clase ‘11°). Ademas, la red discrimina entre los
pixeles no pertenecientes a los contornos del GIM.
Por un lado, aquellos localizados entre ambas
interfaces (clase ‘01°); y por otro lado, el resto de
pixeles (clase ‘10°).

Para llevar a cabo el entrenamiento supervisado de
las redes, construimos un conjunto de datos
etiquetado tomando muestras de diferentes ecografias
segmentadas manualmente. El 80% de las muestras
se utilizan para el entrenamiento y el 20% para test.

2.3. Post-procesado

Los resultados de la etapa de clasificacion deben ser
depurados para extraer los contornos finales de las
interfaces LI y MA. Es necesario identificar y
descartar, en la medida de lo posible, los pixeles mal
clasificados. Con este objetivo, la imagen es
procesada por columnas, buscando las salidas fiables
de la etapa de clasificacion. Asi, de acuerdo con las
etiquetas asociadas a cada pixel, sélo las transiciones
‘10°-°00’-‘01°-11°-°10" seran consideradas correctas
en una columna dada.

Una vez depurados los resultados de clasificacion,
formulamos un problema de ajuste no lineal de datos
para encontrar la mejor aproximacion polindmica de
cada interfaz. Los contornos finales se obtienen
minimizando el error cuadratico entre la posicion de
los pixeles clasificados como ‘00’ (LI), o como ‘11’
(MA) y el contorno aproximado correspondiente.

3. Resultados

La Fig. 4 muestra los resultados obtenidos al aplicar
el método de segmentacion propuesto sobre
ecografias de la ACC de cuatro pacientes diferentes.
Ademas, la Tabla 1 recoge las correspondientes
medidas del GIM (valor medio para cada imagen)
y se comparan con las medidas realizadas
manualmente por dos especialistas.

4. Conclusiones

Este articulo propone un procesado de imagenes
ecograficas de la ACC basado en Aprendizaje
Maquina, con el fin de segmentar la pared posterior
(distal) de la arteria y medir el GIM de forma precisa
y completamente automatica.
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Fig. 4. Ejemplos de segmentacion con el método propuesto.

Tabla 1. Medidas automaticas y manuales (dos expertos) del GIM
para las ecografias de ejemplo de la Fig. 4.

. Resolucion | GIM (mm) | GIM (mm) | GIM (mm)
Paciente (mm/pixel) | automatico | manual 1 manual 2
A 0.033 0.451 0.461 0.445
B 0.039 0.427 0.437 0.431
C 0.050 0.571 0.608 0.608
D 0.065 0.551 0.577 0.581
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Nuestro enfoque plantea la tarea de segmentacion
como un problema de reconocimiento de patrones.
Proponemos una etapa de clasificacion de pixeles
mediante RNA para encontrar los contornos del GIM,
es decir, las interfaces LI y MA. El método propuesto
se completa con una etapa de pre-procesado, en la
que la ROI es detectada de forma automatica, y con
una etapa de post-procesado que se encarga de la
extraccion de los contornos finales a partir de los
resultados de la etapa de clasificacion.

Actualmente, los autores estan trabajando en el
proceso de validacion del método propuesto.
Trabajos futuros se podrian centrar en el uso de otro
tipo de clasificadores y técnicas de seleccion de
caracteristicas. También seria interesante adaptar
nuestro método a la deteccién de la pared proximal
de la cardtida para evaluar el didmetro de la arteria,
otro parametro de interés para los facultativos.
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