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Resumen. Las mdguinas de aprendizaje, v particularmente, las redes newronales artificiales (RNA),
tienen aplicacidn en multined de proflemas reales: contral auramdtico, deteccidn de sefiales, estimacidn
de variabley financieras, filtros "antispam’, ete. Una manera eficiente para mejorar la capacidad de
generalizacidn de una BRNA es disediar an conjunio de mdguinas ("commiliee of machines” o "network
ensembles’), cuva solucidn global ex el resultado de combinar la estimacidn proporcionada por cada
medguing. Exte artivulo propone un novedoso, rdpide v eficiente méiodo para el entrenamiento de
comités de mdguinas basado en el algoritmo "Extreme Learning Machine',

1. Introduccion

Las Redes Newronales Artihoiales (ENAs) han sido
empleadas con éxito en multitud de aplicaciones [1].
Sin embargo, presentan diversos  imconvenientes
durante el  proceso  de optimizacion  de  los
hiper-pardmetros (i.e., pesos v nimero de newronas)
coma son el elevado tempo computacional requerido
y la convergencia a soluciones sub-optimas (minimos
locales) para un determinado  problema  al
teenicas de oplimizacion  basados en  gradiente
[1]. Recientemente, ¢l algoritmo de entrenamiento
conocido como Extreme Learning Maching |2, | 3] ha
permitide solventar estos claros inconvenientes que
presentan las técnicas fradicionales de entrenamiento
de BRNA. Destaca ¢l trabajo dirigido por Lendasse
[3], donde se propone Oprimal Prunned-Extreme
Learning Machine (OP-ELM), gue constituyc un
eficiente método para la seleccion dptima del nimero
de neuronas en RNAs basadas en ELM,

Sin embargo, en lugar de emplear una  dnica
mAquina para modelar un determinado  problema,
un procedimiento muy recomendable es modelar
dicho problema mediante un conjunto de maguinas,
cuya solucidn viene dada por la combinacidn de
la salida obtenida por cada una de las mdguinas
[4]. Siguiendo esta filosofia, este irabajo extiende
el algoritme OP-ELM para obtener el conjunto
aptimo de RNAs, proponiendo una nueva téenica
para el entrenamiento de comités de RNAs: Jpimal
Commiriee of Extreme Learning Machines, OCoELM,
Los resullados oblemidos en problemas de regresiom
muestran las ventajas de las maquinas OT-ELM v el
algoritmo propucsto OCoELM.

2. Perceptrones Multicapa

las RMNAs del tipo “feed-forward™, o Perceptrones
Multicapa (Mult-Layer Perceptron, MLP), constan
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de miltiples capas de unidades  computacionales
(nevronas) Interconectadas, pudiendo  aproximar
cualguier  funeion  continua seleccionando los
hiper-parimetros  (pesos vy nidmero de neuronas)
adecuadamente [1]. Una arquitecrura MLT' estindar
cstd compuests de una caps oculla de b oneuronuss.
Los pesos de la capa de entrada conectan las n
vanables de entrada con las i neuromas, mientras
gque una segunda capa de pesos conecla las
salidas de las N neuronas con las i unidades
de salida del MLP Considersr un vector de
entrada X — [rj.axs.....x,]7 € BY, con “target”
t = [t1.t2, ... 1] = B™. De esta forma, la salida
del MLP viene dada por

h h
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donde ¥ {yel? 1. F(-) son las funciones
de  activacidn de  las
v = [vj, vz, vim]? son los pesos de salida
asociados a la neuroma oculta  j-ésima, mientras
que w; = |w.wpo, ..., w7 y b, representan
respectivamente el vector de pesos de entrada v el
sesgo cormespondientes a dicha newrona. z; es la
salida de la newrona j-ésima de la capa oculta. Las
unidades de salida tienen funciomes de activacidn
lineales, mientras que para J{-) se suelen emplear
funciones de tipo sigmoide, La Figura | muestra un
MLP esténdar.

TICUTOTIAS ocullas,

Los  hiper-pardmetros a  oplimizar  duranie el
entrenamiento son los pesos v el nimero de neuronas.
Creneralmente, se establece un namero de neuronas f,
despuss w v v son inicializados aleatoriaments, v a
partir de un conjunto de N patrones de entrenamiento
asociado al problema a resolver, la red es entrenada
mediante el algoritmo  “back-propagation™,  junte
com métodos de optimizacion basados en gradiente.
Bl ndmero dptimo de neuronas es seleccionade



Investigacion ETSIT

P
L
o
. &,
; . oot
- =t -
= =
et} =3
-

por validacion cruzada [1]. Este entremamiento
conlleva un gran namere de ileraciones, vound
busqueda exhavstiva del pardmetro k., lo que
puede supomer un elevado coste computacional en
determinadas  aplicaciones. Para mids  detalles de
implementacién/disefo, ver [1].

3. Extreme Learning Machine

El algoritmo  Ldreme Learning Machine (ELM)
estd tundamentado en que un ML compuesto por &
neuronas, cuyos pesos de entrada estin inicializados
aleatoriamente, pueden “aprender”™ N distintos casos
de entrenamicnte produciends un error cero, siendo
N = h, y aproximar cualquier tipo de funcidn
continua 2], Tras imcializar de manera aleatonia los
pesos de entrada, un MLP puede ser considerado
coma un sistema lineal v los pesos de salida pueden
obtenerse de manera analitics mediante un simple
cileulo de la pseudo-inversa de la matriz de las
salidas de las i neuronas ocultas para un determinado
conjunto de entrenamiento. De esta forma, dado un
conjunto de N vectores de entrada, un MLIP con &
neuromas ocults puede aproximar estos N casos con
error nulo [Z;ll [lvi — L — O], Le., existen v, w;
y by tal que,

h
Y vz —t. i—1....N

J=1

(2)

siendo z;; f{w}'xi‘l‘f’j}- Las anteriores N

ecuaciones se pueden expresar:

ZV =T, (3)

donde % = BEYM oo la matriz de salidas de la
capa oculta de neuronas del MLP, V ¢ E""™ eg
la matriz de pesos de salida, y T < BY*™
matriz de “largets™ de los N casos de enlrenamiento.
De esta forma, el entrenamiento del MLI viene dado
por la solucion del problema de minimos cuadrados
establecido en (3), es decir, los pesos dptimos de la
capa de salida son

es la

vV -ZiT, (4)

donde ZT es la pseudo-inversa de Moore-Penrose [3].
ELM proporciona un entrenamiento rapido y eficiente
para MLPs [2], aunque es necesario pre-establecer
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el namero de neuronas ocultas. A continuacion
se describe el algoritmo OP-ELM que permite
seleccionar, de maners univocs, las neoaronas gue
constituyen la capa oculia del MLP [3].

3.1. Seleccion {letima de Neuronas

El méwdo Oprimal Prunned-ELM (OP ELM) 3]
establece un nimero inicial muy elevado de neuronas
ocultas (A == N), vy mediante el algoritmo Least
Angle Regression (LARS) |6] elimina/poda aguellas
variables (neuronas) que no son ttiles para resolver
el problema de minimos cusdrados. Para ello ordena
el conjunto posible de npeuronas, conforme a su
importancia para resolver (30, La solucion obtenida
por LARS es tnica cuando el problema es lineal [6].
La poda de nevronas es realizada mediante validacidn
cruzada del tipo Leave-One-Out (LOO), escogiendo
aquella combinacion de neuronas (que han sido
previamente ordenadas mediante el algontmo LARS)
que proporciona menor error de validacion |3, Por
tanto, Gnicamente son seleccionadas las i* neuronas
mds importantes segin LARS (con A% < A), v junto
con el entrenamiente ELM, se obtiene una solucién
anica y optima para el disetio de un MLP

3.2. Experimentos para OP-ELM

A continuacidn, se emplea un problema sencille

de  regresion aumidimensional  para mostrar  las
capacidades de OP-ELM.  S¢ han  gencrado
artificialmente N=1000 casos de entrenamiento,

segin o suma de dos sefales sinusoidales y ruido
aleatorio gaussiano, La Figura 2 muestra con puntos
azules el conmjunto de datos de entrenamiento. A
conbtinuacion s¢ ha entrenado un MLP mediante
OP-ELM, empleanda un tiempo de cileulo de 5.47 s
(segundos). La Figura 2 muestra el modelo obtenido
por OP-ELM en rojo. Podemos comprobar que el
resultado obtenido es muy preciso, ¥y mds teniendo
en cuenla gque dncamente han sido necesarios poco
mds de cinco segundos para el modelado final.

I 05 n s |

Fig. 2. RHegresion unidimensional mediante OF-ELM.

A continuacidn, se resuelve el conocido problema de
regresion Abalone | 7). que consta de N=24177 casos y
n=8 caracteristicas de entrada. Los hiper-parimetros
del MLP han sido seleccionados mediante validacidn
cruzada (10 “lfolds™)., v para el entrenamiento se ha
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wsado el algoritmo de gradiente conjugado escalado
[1]. Para solventar el problema de los minimos
loenles, e han realizado 10 inicializaciones aleatorias
de pesos, y se ha seleccionado el ndmero de newronas
mediante bisqueda exhavstiva entre 1 v 20 neuronas.
El entrenamiento estindar del MILP obtiene un ermmor
de test igual a 434 tras 2640 s, mientras que
OF-EILM obtiene un error de test igual a A.50 tras
emplear 25 5. Podemos comprobar como OP-ELM
obtiene resultados practicamente similares al MLP
estandar, siendo el tiempo de cilenlo TO0 veces mis
rapido.

4. Método Propuesto: OCoELM

El mérodo OP-ELM sigue siendo sensible a la
imicializacion de los pesos del MLE por o gue cs
necesario realizar miltples inicializaciones y escoger
aquella maguinag entrenada que  proporciona mejor
capacidad de generalizacion segin un criterio de
validacion cruzada, descartando los restantes MLPs.

Para cada inmicializacién, OP-ELM proporciona una
arguilcclura  con dilerente namero  de  newronas
iuna solucion distinta). Segtn esta metodologia,
se esti desperdiciando la gran cantidad  de
informacion presente en cada wno de los MLPs
entrenados. A pesar de que las méiquinas descartadas
proporcionan modelos sub-Gplimos para ¢l problema,
la combinacién de las predicciones abtenidas por el
conjunta de MIPs puede proporcionar una solucion
mds solida v precisa que la obtenida por un dnico
MLP Tas téenicas de combinacidn de RMNAs se
conocen  como Committe Machines o Network
Ensembles [4]. La Figura 3 muestra un comité de
mégquinas, donde se aprovecha la diversidad existente
en distintos MLPs combinando sus correspondientes
estimaciones para obtener una mejor solucidn.
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Entradas

Fig. 3. Comité de MLPs.

Considerar un conjunto de L méaguinas diferentes que
han sido entrenadas para modelar un determinado
problema (com larget §), siendo gy, ... gy las
salidas obtenidas por cada una de las L méaguinas,
Una primera aproximacion es obfener la salida global
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(o) como el promedio de las [ salidas:

I.
o= jl_l Zgﬂ
T i=1

Sin embargo, una solucidn mds cliciente os una
combinacién lineal de los L modelos:

L
0n— Z Ay
=1

par lo que es necesario resolver el siguients problema
de minimos cwdrados:

L
D Mwa — L i1 N,
i—1

(5)
(6)

(7

donde g4y es la salida del I-é&simo MLP para el vector
;. Cada MLP ha sido entrenado mediante OP-ELM.
El método propuesto extiende OP-ELM combinando
las estimaciones proporcionadas por L7 méaguinas
{con LY = L), que han sido seleccionadas, de manera
automdtica ¥ optima, como aquellas que obtienen una
mejor aproximacion global a f, es decir, una mejor
solucidn global al problema objetivo. Para ello, al
igual que OP-ELM, se utiliza el algoritmo LARS (ver
Seccidn 3, [6]) para resolver (7). obleniendo aguellos
L* walores de Ay que proporcionan una solucidn
global dptima para ¢ problema definide en (7). El
método propuesto se denomina Oprimal Conuniliee
af Extreme Learning Machines {OCoELM).

5. Simulaciones para OCoELM

Se han modelado cuvatro problemas de regresion:
Friedman, Elevators, Stocks v Banks, para mostrar las
venlajas de OCoELM sobre OP-ELM. Los conjunlos
de datos estdn disponibles en [T]. A continvacidn, se
deseriben brevemente cada uno de estos problemas:

s Fricdman. LUsle problema ha sido  generado
artificialmente  a  partir  de 10 variables
(7. 7%, ..., 70)  uniformemente  distribuidas
en el intervalo  [0,1]. Consta de 27179
patrones  de  entrenamiento,  mientras  que
otros 13589 patrones  componen el conjunto
de test. La funcidn objetive a aproximar es:
t = 10sin(rrrs) + 20(xs — 0,5)% + 102y +
Sun + o(0.1), donde (0,1} representa ruido
blanco gaussiano con media cero vy varianza
umidad.

o Llevators, Este conjunto de datos se obtiene a
partir de la tarea de controlar un avion Fl6. Se
pretende modelar la varable relacionada con una
accidn realizada en los elevadores de la asronave
4 partit de 18 vanables continuas. 5S¢ dispone de
8752 vectores de entrenamiento v 7847 vectores
de test.

s Siocks. Lsle conjunto de datos contiene  los
valores diarios de las acciones para diez empresas
del sector serocspacial, a partir de Encro de 1988
hasta Octubre de 1991, El objetivo es predecir ¢l
valor de 1a accidn de una de las empresas a partir
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de lox valores comespondientes o las restantes
empresas, por lo que estd compuesto por 9
variables continuas de entrada. El conjunto de
datos de entrenamiento consty de 634 palrones,
mientras que el conjunto de test consta de 316
vectores de entrada.

w Bank.  Este problema ha sido  generado
sintéticamente para modelar cdmo los clientes
eligen sus bancos. El conjunio de dalos consla
de 4499 patrones para la fase de entrenamiento
y se dispone de 3693 patrones para la fase de
test. Cada vector de entrada estd definido a
partir de & variables confinuas,

Cada problema es modelade mediante 20 MLPs
distintos entrenados mediante OP-EILLM, considerando
un nimero maximo de 100 newronas. Posteriormente,
los MLPs entrenados  se combinan de  manera
dpuima empleando ¢l mélodo propuesto. La Tabla 1
muestra los resultados obtenidos en términos de error
cuadritico medio (MSE, Mean Square Frror) v tiempo

de calculo:

o Lap_giare MSE oblenido por el mejor MLP
entrenado con OP-ELM,

o Feoern. MSE obtenido por COoELM;

o T, tiempo total empleado para entrenamiento de
los 100 MLPs con OP-ELM:

o AT ineremento de Uempo para COoBELM.

Junto a }'.I{.jf’ o ¥y F;r__';_;ﬁf.;;_,” se muestra entre
paréniesis el nimero de newronas dplimo sezin
OP-ELM (h*) v 2l nimero de MLPs seleccionados
por COoELM (L7

Fricanmun Flevarars
Fop pamd EAVEGEY 14 (k- (Tr?)
“oaernar | 610 (16) 0,30E-6 (16)
T 2464 =, 2240 5
AT 65,59 &, 30,12 5,
Stoeks Rank
R — 1o T.H3 (82 | 2008-3 (50)
Lo ELM 0,78 (12} | L4DE3 (14)
T (4,24 5, R
A 01,88 s, 12,15 5,
TARBLA T

RESULTADOS ORTENIDGS POR OP-ELM v COOELM.

Las wentajas de COoELM sobre OP-ELM son
evidentes, sobre todo en los problemas  Elevarors,
Stocks v Banks, Por ejemplo, el problema Siocks es
resuelto en 69,29 5 mediante OP-ELM, obteniendo
un MLP Oplimo con 82 neuronas ocullas que
proporciona un MSE igual a 1,33, Sin embargo, el
método COoELM cmplea 0088 s adicionales para
disefiar un comité de 12 MLPs que proporciona
un MSE dgual a 078, Asi, COoELM consigue
reducir el error MSE en un 41,35 % incrementando
tinicamente el tiempo de entrenamiento en un 0,98 57,
con respecty g OP-ELM. Scgin los  resoltados
obtenidos, CO0ELM mejora claramente la capacidad
de generalizacidn obtenida por OP-ELM en todos los
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problemas simulados, empleando un eseaso tempo
adicional de cémputo.

6. Conclusiones

Este  trabajo  propone métode de
entrenamiento  Oplimo  para comités de  méquinas
basado en Extreme Learning Machine (ELM). ELM
proporciona un enlrenamiento rdpido y elicienle para
MLPs. El reciente algoritme Opdimal Pranned-ELM
(OP-ELM) permite seleccionar, de manera automadtica
¥ Optima, las neuronas de la capa oculta de un MLP
entrenado mediante ELM. A partir de OP-ELM,
esle arliculo describe Optimal Committee of Extreme
Learning Machines (OCoELM) que permite disefiar
una  combinacion optima de MLPs  entrenados
con OP-ELM. OCoELM mejora notablemente las
prestaciones obtenidas por un solo MLIP basado en
OP-ELM, ya que salida global del comilé aprovecha
la diversidad proporcionada por cada uvna de las
mudguinas incluidas en el misme.
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